Главная идея GPT — это нейросеть, которая учится предсказывать следующий токен (слово/символ) по всем предыдущим. Всё остальное — детали реализации этой простой задачи.
Да, это «t9 на стероидах»!
При этом генерируемый фрагмент называется токеном, и вообще весь текст сначала разбивается на них. Еще их иногда называют N-граммы, поскольку это N букв — похоже на слоги, но не привычные нам слоги. Очень часто один токен есть целое английское слово, ведь в английском много коротких слов, и часть русского слова.

Токенизатор (BPE — Byte Pair Encoding) дробит текст на кусочки и заменяет каждый числовым идентификатором, или номером. Известная модель GPT-2 имеет словарь из 50 257 токенов.
Сгенерированный токен дописывается в конец имеющегося текста, и все заново подается на вход модели, поэтому языковую модель называют авторегрессионной.


Цепочка преобразования данных в GPT
В сжатом виде путь такой: 
текст  
токены  
числовые индексы токенов  
векторные представления токенов  
добавление сведений о позиции  
последовательность блоков трансформера  
итоговый вектор крайней правой позиции  
линейное преобразование в оценки — логиты - для всех токенов словаря  
softmax  
вероятность следующего токена.
На каждом этапе передаётся не «смысл вообще», а вполне конкретный объект: сначала строка, затем список токенов, затем список чисел, затем матрица векторов, потом обновлённая матрица, потом вектор оценок по словарю, потом распределение вероятностей.
Если взять фразу «Кошка спит на», модель не перескакивает сразу к «ковре».
Она сначала превращает фразу в токены и числа, затем много раз перерабатывает их внутренние представления в блоках тренсформера, и лишь в самом конце получает вероятности для  возможных продолжений вроде «ковре», «диване», «подоконнике» и так далее.


[bookmark: полная_схема_архитектуры]Схема архитектуры нейросети
  ┌─────────────────────┐
  │  wte: слой векторизации                 │  
  └──────────┬──────────┘
                        ╔══╧══╗
                        ║      +      ║  ← сложение векторов tok_emb + pos_emb
                        ╚══╤══╝
  ┌─────────────────────┐
  │  Слой  регуляризации                      │
  └──────────┬──────────┘
  ╔══════════╧══════════╗
  ║  × N блоков                                       ║
  ║  ┌───────────────┐          ║
  ║  │  Нормализация 1             │          ║
  ║  └──────┬────────┘          ║
  ║  ┌──────┴────────┐          ║
  ║  │ Слой самовнимания       │          ║
  ║  └───────┬───────┘          ║
  ║                   ╔═╧═╗                           ║
  ║                   ║     +  ║ ← skip              ║
  ║                   ╚═╤═╝                           ║
  ║  ┌───────┴───────┐         ║
  ║  │  Нормализация 2             │         ║
  ║  └───────┬───────┘         ║
  ║  ┌───────┴───────┐         ║
  ║  │  MLP (персептрон          │         ║
  ║  └───────┬───────┘         ║
  ║                    ╔═╧═╗                          ║
  ║                    ║    +   ║ ← skip            ║             
  ║                    ╚═╤═╝                          ║
  ╚═════════╧═══════════╝
                               │
  ┌─────────────────────┐
  │          Финальная нормализация     │
  └──────────┬──────────┘
  ┌─────────────────────┐
  │  lm_head: линейный слой               │ 
  └──────────┬──────────┘
  ┌─────────────────────┐
  │Softmax слой-вероятности токенов│ 
  └──────────┬──────────┘
                Следующий токен


[bookmark: слой_1_token_embedding_wte]Слой 1 — Векторизация, называемая эмбеддингом  (wte)
Аналогия: По токену получаем вектор признаков. Каждый токен имеет свой уникальный вектор.
# В nanoGPT (model.py):
self.transformer = nn.ModuleDict(dict(
    wte = nn.Embedding(config.vocab_size, config.n_embd),  # ← Token Embedding
    ...
))

# В forward():
tok_emb = self.transformer.wte(idx)  # idx: (B,T) → tok_emb: (B,T,C)

Токен ID=312  →  [0.23, -0.51, 0.87, 0.04, ..., -0.19]
                  ←────────── C = 768 чисел ──────────→

Матрица эмбеддингов есть  просто таблица поиска, которая обучается вместе со всей сетью. Модель сама учится, какие векторы давать каким токенам, чтобы похожие слова оказывались рядом в пространстве.
[bookmark: слой_2_positional_embedding_wpe]Слой 2 — Добавление позциии - Positional Embedding (wpe)
Проблема: Изначально трансформер сам по себе не знает порядок слов — для него "кошка ест рыбу" и "рыба ест кошку" одинаковы. Нужно явно сказать модели: "этот токен стоит по порядку пятым".
wpe = nn.Embedding(config.block_size, config.n_embd),  # Positional Embedding

# В forward():
pos = torch.arange(0, t, device=device)        # [0, 1, 2, ..., T-1]
pos_emb = self.transformer.wpe(pos)             # pos_emb: (T, C)

x = self.transformer.drop(tok_emb + pos_emb)   # складываем!

Позиция 0 → [0.11,  0.32, -0.44, ...]
Позиция 1 → [0.55, -0.12,  0.73, ...]
Позиция 2 → [...]
     +
Токен "Привет" → [...]
     =
Вектор "Привет на позиции 0" → [...]

[bookmark: слой_3_dropout]Слой 3 — Регуляризация
Dropout — это регуляризация: во время обучения случайно "выключает" часть нейронов с вероятностью p (например 0.1). Это не даёт модели зазубривать тренировочные данные — мы боремся с переобучением, и сокращает необходимые далее вычисления..
drop = nn.Dropout(config.dropout)
x = self.transformer.drop(tok_emb + pos_emb)  # применяем после сложения

[0.23, 0.55, 0.87, 0.04, ...]
          ↓ Dropout(p=0.1)
[0.23, 0.00, 0.87, 0.04, ...]  ← 0.55 "выключен" случайно

При инференсе (генерации текста) Dropout автоматически отключается через model.eval().
[bookmark: слой_4_transformer_block_повторяе_9e1b7d]Слой 4 — блок трансформера (повторяется N раз)
Это сердце GPT. N одинаковых блоков стоят друг за другом — в GPT-2 small их 12, в nanoGPT по умолчанию 6. Каждый блок состоит из двух частей.
class Block(nn.Module):
    def __init__(self, config):
        super().__init__()
        self.ln_1 = LayerNorm(config.n_embd, bias=config.bias)
        self.attn = CausalSelfAttention(config)
        self.ln_2 = LayerNorm(config.n_embd, bias=config.bias)
        self.mlp  = MLP(config)

    def forward(self, x):
        x = x + self.attn(self.ln_1(x))  # ← residual + attention
        x = x + self.mlp(self.ln_2(x))   # ← residual + MLP
        return x

[bookmark: layernorm]Слой нормализации
Аналогия: Перед сложным вычислением "выравниваем" все числа — переводим их к среднему=0 и дисперсии=1. 
class LayerNorm(nn.Module):
    def forward(self, input):
        return F.layer_norm(input, self.weight.shape, self.weight, self.bias, 1e-5)

Вход: [3.2, 0.1, -4.5, 8.1]   ← разные масштабы
           ↓ LayerNorm
Выход: [0.4, -0.7, -1.2, 1.3]  ← нормализовано

[bookmark: causalselfattention_механизм_внимания]Слой CausalSelfAttention — механизм внимания
Используются матрицы для каждого токена:
1. Q (Query) — "что я ищу?"
2. K (Key) — "что у меня есть для поиска?"
3. V (Value) — "что передать, если нашли совпадение?"
class CausalSelfAttention(nn.Module):
    def __init__(self, config):
        super().__init__()
        self.c_attn = nn.Linear(config.n_embd, 3 * config.n_embd)  # Q+K+V
        self.c_proj = nn.Linear(config.n_embd, config.n_embd)       # выход

    def forward(self, x):
        B, T, C = x.size()

        # Получаем Q, K, V одним линейным слоем
        q, k, v = self.c_attn(x).split(self.n_embd, dim=2)

        # Разбиваем на n_head "голов"
        k = k.view(B, T, self.n_head, C // self.n_head).transpose(1, 2)
        q = q.view(B, T, self.n_head, C // self.n_head).transpose(1, 2)
        v = v.view(B, T, self.n_head, C // self.n_head).transpose(1, 2)

        # Вычисляем веса внимания
        att = (q @ k.transpose(-2, -1)) * (1.0 / math.sqrt(k.size(-1)))
        att = att.masked_fill(self.bias[:,:,:T,:T] == 0, float('-inf'))  # маска
        att = F.softmax(att, dim=-1)

        # Взвешенная сумма Value
        y = att @ v  # (B, nh, T, hs)
        y = y.transpose(1,2).contiguous().view(B, T, C)
        return self.c_proj(y)

Causal (причинная) маска — GPT не может "подглядывать" в будущее. Токен на позиции 3 видит только токены 0, 1, 2, 3 — но не 4, 5, 6:
         Матрица внимания (T×T):
         Tok0 Tok1 Tok2 Tok3
Tok0  [  1.0   -∞   -∞   -∞ ]   ← видит только себя
Tok1  [  0.3  0.7   -∞   -∞ ]   ← видит 0 и 1
Tok2  [  0.1  0.5  0.4   -∞ ]   ← видит 0,1,2
Tok3  [  0.2  0.3  0.1  0.4 ]   ← видит всё

Многоголовое внимание
Один блок Attention разбивается на несколько — в нано GPT 12 параллельных "головок внимания". Каждая головка учится замечать разные паттерны (один — синтаксис, другой — семантику, третий — числа).
[bookmark: mlp_feed_forward_network]MLP -  многослойный перспептрон прямого распространения
Аналогия: Если внимание — это "общение" токенов между собой, то MLP — это "размышление" каждого токена в одиночку. Вспомогательная нейросеть расширяет признаки в 4 раза, нелинейно их обрабатывает, затем сжимает обратно.
class MLP(nn.Module):
    def __init__(self, config):
        super().__init__()
        self.c_fc   = nn.Linear(config.n_embd, 4 * config.n_embd)  # C → 4C
        self.gelu   = nn.GELU()
        self.c_proj = nn.Linear(4 * config.n_embd, config.n_embd)  # 4C → C

    def forward(self, x):
        x = self.c_fc(x)    # расширение: 768 → 3072
        x = self.gelu(x)    # нелинейность (гладкий ReLU)
        x = self.c_proj(x)  # сжатие: 3072 → 768
        return x

[768 чисел] → Linear → [3072 числа] → GELU → [^3072] → Linear → [^768]
              расширили ×4              активация      вернули



[bookmark: residual_connection_остаточная_связь]Residual Connection (остаточная связь)
В глубокой нейросети градиент при обратном распространении "затухает" — до ранних слоёв доходят почти нули. Остаточная связь создаёт "шоссе" для градиентов в обход:
x_new = x + Attention(LayerNorm(x))
              ↑
         результат Attention добавляется к исходному x

[bookmark: слой_5_final_layernorm_ln_f]Слой 5 — Финальная нормализация LayerNorm (ln_f)
После всех N блоков — финальная нормализация. Без неё поketyyst числа могут иметь огромный разброс значений, что затрудняет работу выходного слоя.
ln_f = LayerNorm(config.n_embd, bias=config.bias)

# В forward():
x = self.transformer.ln_f(x)  # (B, T, C)

[bookmark: слой_6_language_model_head_lm_head]Слой 6 — Language Model Head (lm_head)
Последний слой — линейная проекция из пространства эмбеддингов C в пространство всего словаря V. Для каждого токена получаем vocab_size чисел (логиты) — "оценки" возможного следующего токена.
self.lm_head = nn.Linear(config.n_embd, config.vocab_size, bias=False)

# В forward():
logits = self.lm_head(x)   # (B, T, C) → (B, T, vocab_size)

Важный трюк: веса lm_head привязаны к весам wte (weight tying). Это сокращает параметры и помогает обучению:
self.lm_head.weight = self.transformer.wte.weight  # shared weights!

[bookmark: слой_7_softmax_и_генерация]Слой 7 — Softmax и генерация
Логиты превращаются в вероятности через Softmax. Затем токен выбирается сэмплингом (или берётся argmax):

# Генерация (упрощённо):
logits = model(idx)[:, -1, :]         # берём последний токен
probs  = F.softmax(logits, dim=-1)    # → вероятности
idx_next = torch.multinomial(probs, 1) # сэмплируем
idx = torch.cat((idx, idx_next), dim=1) # добавляем в контекст

Логиты:      [-1.2,  3.4,  0.1,  -2.5, ...]  (50257 чисел)
                ↓ Softmax
Вероятности: [0.001, 0.85, 0.03, 0.0001, ...]
                ↓ Сэмплинг
Следующий токен: 1  (= "world" или "мир")

[bookmark: полная_сборка_модели]Пример сборки модели
class GPT(nn.Module):
    def __init__(self, config):
        super().__init__()
        self.transformer = nn.ModuleDict(dict(
            wte  = nn.Embedding(config.vocab_size, config.n_embd),   # Tok Emb
            wpe  = nn.Embedding(config.block_size, config.n_embd),   # Pos Emb
            drop = nn.Dropout(config.dropout),
            h    = nn.ModuleList([Block(config) for _ in range(config.n_layer)]),
            ln_f = LayerNorm(config.n_embd, bias=config.bias),       # Final LN
        ))
        self.lm_head = nn.Linear(config.n_embd, config.vocab_size, bias=False)
        self.transformer.wte.weight = self.lm_head.weight  # weight tying

    def forward(self, idx, targets=None):
        B, T = idx.size()
        pos = torch.arange(0, T, device=idx.device)

        tok_emb = self.transformer.wte(idx)   # (B, T, C)
        pos_emb = self.transformer.wpe(pos)   # (T, C)
        x = self.transformer.drop(tok_emb + pos_emb)

        for block in self.transformer.h:      # N раз
            x = block(x)

        x = self.transformer.ln_f(x)
        logits = self.lm_head(x)              # (B, T, vocab_size)

        if targets is not None:
            loss = F.cross_entropy(logits.view(-1, logits.size(-1)),
                                   targets.view(-1))
        return logits, loss

[bookmark: конфигурация_числа_gpt_2_vs_nanogpt]Сравнение моделей GPT-2 vs nanoGPT
	Параметр
	GPT-2 small
	nanoGPT (char)

	vocab_size
	50 257 
	65 (символов)

	n_embd (C)
	768 
	384

	n_head
	12 
	6

	n_layer (N)
	12 
	6

	block_size (T)
	1024
	256

	Параметры
	~117M 
	~10M



[bookmark: путь_одного_токена_итог]Путь одного токена — пример
"мир" → ID=4175
  → wte: [0.23, -0.51, ..., 0.87]     # вектор смысла
  → + wpe: [0.11,  0.32, ..., -0.44]  # + вектор позиции
  → Dropout
  → Block × 12:
       LayerNorm → смотрим на соседей (Attention) → + себя
       LayerNorm → думаем в одиночку (MLP) → + себя
  → Final LayerNorm
  → Linear: 768 → 50257 логитов
  → Softmax: вероятности
  → argmax/sample → "!" (следующий токен)

Можно взять например, nanoGPT — это ~300 строк кода в model.py, но внутри реализованы все ключевые идеи GPT-2. Лучший способ закрепить материал — запустить python train.py config/train_shakespeare_char.py и посмотреть, как модель начинает генерировать шекспировский текст с нуля.


Еще о прохождения текста  по слоям
Исходный текст
«Кошка спит на»

Разбиение на токены
Например: [«Кош», «ка», «спит», «на»].

Замена токенов на числовые номера
Таблица векторных представлений токенов
Каждый номер превращается в длинный числовой вектор фиксированной длины.
Если модель имеет внутреннюю размерность 768, то каждый токен становится вектором длины 768.

Добавление сведений о позиции
К вектору первого токена добавляется информация «позиция 1», ко второму — «позиция 2», к третьему — «позиция 3».

Первый блок трансформера
На вход приходит матрица размера «число токенов  размер вектора», на выходе уходит матрица той же формы, но с более содержательными представлениями, это все уже числа.

Второй блок трансформера
Получает обновлённую матрицу от первого блока и снова уточняет представления каждого токена.

… выходной блок трансформера
После него у каждого токена есть весьма богатое контекстное представление.

Выбор последней позиции
Для предсказания следующего токена берут представление последнего токена текущего контекста.

Линейное преобразование в пространство словаря
Если в словаре 50 257 токенов, то получается 50 257 чисел — по одному на каждый возможный следующий токен.
         
softmax
Сырые оценки превращаются в вероятности, сумма которых равна 1.
          
Выбор следующего токена
Либо берётся самый вероятный токен, либо токен выбирается случайно, но с учётом вероятностей и параметра «температура» GPT.
           
Добавление нового токена в последовательность
Новый токен дописывается к имевшемуся тексту, и весь цикл повторяется снова — мы имеем дело с авторегрессионной моделью.


Ниже та же схема псевдографикой
┌──────────────────────┐
│ 1. Исходный текст                              │
│ "Кошка спит на"                                 │
└──────────┬───────────┘
                               │
                               V
┌──────────────────────┐
│ 2. Токенизация                                   │
│                                                               | 
└──────────┬───────────┘
                               V
┌──────────────────────┐
│ 3. Номера токенов                              │
│ [1542, 981, 77]                                     │
└──────────┬───────────┘
                               V
┌─────────────────────────────────────┐
│ 4. Векторные представления токенов                                        │
│ x1, x2, x3                                                                                        │
│ каждый x_i — длинный вектор                                                  │
└──────────┬──────────────────────────┘
                               V
┌─────────────────────────────────────┐
│ 5. Добавление позиции                                                                 │
│ x1+p1, x2+p2, x3+p3                                                                     │
│ получаем начальную матрицу X                                                │
└──────────┬──────────────────────────┘
                               V
┌─────────────────────────────────────┐
│ 6. Блок 1 преобразователя                                                           │
│ самовнимание + остаточная связь                                              │
│ + нормализация                                                                            │
│ + поэлементное преобразование                                                 │
│ + остаточная связь + нормализация                                            │
└──────────┬──────────────────────────┘
                               V
┌─────────────────────────────────────┐
│ 7. Блок 2 преобразователя                                                           │
│ Все повторяем                                                                              │
└──────────┬──────────────────────────┘
                               V
                              . . .
                               │
                               V
┌─────────────────────────────────────┐
│ 8. Заключительный блок                                                             │
│ получаем итоговую матрицу H                                                  │
└──────────┬──────────────────────────┘
                               │
                               V
┌─────────────────────────────────────┐
│ 9. Берём крайний вектор                                                              │
│ h_last                                                                                              │
└──────────┬──────────────────────────┘
                               │
                               V
┌─────────────────────────────────────┐
│ 10. Линейный выходной слой                                                     │
│ z = h_last * W + b                                                                          │
│ z — оценки по всему словарю                                                    │
└──────────┬──────────────────────────┘
                               │
                               V
┌─────────────────────────────────────┐
│ 11. Преобразование в вероятности                                             │
│ P(next token)                                                                                  │
└──────────┬──────────────────────────┘
                               │
                               V
┌─────────────────────────────────────┐
│ 12. Выбор токена                                                                          │
│ например: "ковре"                                                                        │
└──────────┬──────────────────────────┘
                               │
                               V
┌─────────────────────────────────────┐
│ 13. Получили текст                                                                      │
│ "Кошка спит на ковре"                                                                │
│ и цикл запускается снова                                                            │
└─────────────────────────────────────┘




На самом деле, слои выглядят несколько устрашающе, трансформер — действительно нетривиальная глубокая искусственная нейросеть. Андрей Карпатый сделал для учебных целей простейший пример нано-GPT, но даже ее визуализация впечатляет:
[image: ]
Или схемой
[bookmark: что_внутри_одного_блока][image: ]Что внутри одного блока
Разложим один блок трансформера по шагам, потому что именно он многократно повторяется.
В GPT блок сохраняет длину последовательности: если на входе было  токенов и у каждого вектор длины , то на выходе снова будет  токенов и у каждого вектор длины .
[bookmark: вход_блока]Вход блока
На вход блока приходит матрица  размера :  строк по числу токенов и  чисел в каждой строке по числу признаков.
Например, если в текущем фрагменте 5 токенов, а внутренняя размерность модели 768, то вход блока — это таблица 5  768.
Пример:
«Зимой очень холодно здесь сейчас»
может дать 5 токенов.
Тогда блок получает пять строк-векторов и обрабатывает их все сразу.
[bookmark: шаг_1_построение_запросов_ключей_6a8d75]Шаг 1. Построение запросов, ключей и значений
Из входной матрицы строятся три новые матрицы: запросы, ключи и значения.
Они получаются линейными преобразованиями одной и той же входной матрицы, то есть из каждого входного вектора делаются три разные «версии» для разных ролей в механизме внимания.
Смысл такой:
· запрос показывает, какую информацию токен сейчас ищет;
· ключ показывает, чем этот токен может быть полезен другим;
· значение содержит саму информацию, которую можно передавать дальше.
Пример с фразой «Студент решает сложную задачу».
Для токена «решает» запрос может кодировать потребность найти исполнителя действия, а ключ токена «Студент» может хорошо подходить под такой запрос.
Тогда значение токена «Студент» внесёт большой вклад в обновление представления токена «решает».
[bookmark: шаг_2_вычисление_оценок_внимания]Шаг 2. Вычисление оценок внимания
Дальше каждый запрос сравнивается с ключами допустимых токенов, и получаются оценки того, кому уделить больше внимания.
Эти оценки образуют квадратную матрицу размера : строки соответствуют текущему токену, столбцы — тем токенам, на которые он может смотреть.
Если последовательность содержит 4 токена, то получается таблица 4  4.[1]
Элемент в строке 3 и столбце 2 показывает, насколько третий токен должен учитывать второй.
[bookmark: шаг_3_маска_причинности]Шаг 3. Маска причинности
Поскольку GPT порождает текст слева направо, токен не должен видеть будущее.
Поэтому к матрице оценок применяется маска: всё, что относится к токенам справа, запрещается.
Пример для 4 токенов:
Токен 1 может смотреть: на 1
Токен 2 может смотреть: на 1, 2
Токен 3 может смотреть: на 1, 2, 3
Токен 4 может смотреть: на 1, 2, 3, 4

Именно поэтому при обучении можно обрабатывать все позиции сразу, но каждая позиция всё равно использует только левый контекст.
[bookmark: шаг_4_превращение_оценок_в_веса]Шаг 4. Превращение оценок в веса
После маски оценки преобразуются в веса, которые суммируются в 1 по каждой строке.
Это уже удобно интерпретировать как «сколько внимания» текущий токен уделяет каждому доступному токену.
Пример: для токена «спит» веса могут оказаться такими:
· к «Маленький»: 0,10
· к «кот»: 0,70
· к «спит»: 0,20
Это значит не то, что модель «понимает грамматику как человек», а то, что при обновлении представления токена «спит» больше всего будет использована информация от токена «кот».
[bookmark: шаг_5_взвешенное_смешивание_значений]Шаг 5. Взвешенное смешивание значений
Теперь веса применяются к значениям, и для каждого токена собирается новый вектор как взвешенная сумма значений доступных токенов.
Именно так информация начинает реально перетекать от одних токенов к другим.
Пример: если токен «спит» дал большой вес токену «кот», то новый вектор для «спит» будет заметно содержать сведения, пришедшие от «кот».
Поэтому после слоя внимания представление токена несёт не только информацию о нём самом, но и о его контексте.[1][2]
[bookmark: шаг_6_несколько_голов_внимания]Шаг 6. Несколько головок внимания
Обычно этот механизм запускается не один раз, а сразу в нескольких параллельных «головках» внимания.
Каждая может выделять разные типы связей: одна — ближние синтаксические, другая — более дальние смысловые.
После этого результаты всех головок объединяются и снова линейно преобразуются в матрицу исходной размерности.
То есть снаружи блок всё равно получает и возвращает матрицу размера .
[bookmark: шаг_7_остаточная_связь_и_нормализация]Шаг 7. Остаточная связь и нормализация
Результат внимания не заменяет старое представление целиком, а складывается с входом блока через остаточную связь, после чего применяется нормализация слоя.
Это помогает обучать нейросеть устойчиво и не терять полезную уже накопленную информацию.
Простыми словами: блок говорит не «выбрось старый вектор и возьми новый», а «возьми старый и аккуратно добавь к нему полезное уточнение».
[bookmark: шаг_8_поэлементное_нелинейное_пре_eed27c]Шаг 8. Поэлементное нелинейное преобразование
После внимания каждый токен отдельно проходит через небольшой многослойный перцептрон, то есть через ещё один модуль преобразования признаков.
В отличие от самовнимания, этот шаг не смешивает разные токены между собой, а углубляет обработку каждого токена по отдельности.
Например, после того как внимание уже подтянуло к токену сведения о контексте, этот модуль может преобразовать получившуюся смесь в более полезную внутреннюю форму.
[bookmark: шаг_9_ещё_одна_остаточная_связь_и_bd12d2]Шаг 9. Ещё одна остаточная связь и нормализация
Выход поэлементного преобразования снова складывается с входом этого подблока и снова нормализуется.
После этого блок завершён, и его выход передаётся в следующий такой же блок.
[bookmark: что_передаётся_от_блока_к_блоку]Что передаётся от блока к блоку
От одного блока к следующему передаётся матрица скрытых состояний: по одному вектору на каждый токен текущего контекста.
Это уже не исходные «чистые» векторные представления токенов, а контекстно обогащённые скрытые представления.
На ранних блоках векторы обычно отражают более простые связи, а на поздних блоках — более сложные сочетания смысла, синтаксиса и долгих зависимостей.
Поэтому можно сказать, что блоки постепенно наращивают глубину понимания контекста.
Пример цепочки для фразы «Мудрый профессор написал статью».
После первых блоков токен «написал» может сильнее связаться с «профессор», а после более поздних блоков сеть может лучше учитывать, что «статью» — это объект действия, а «мудрый» относится к «профессор».
[bookmark: переход_к_выходу]Переход к выходу
После последнего блока у нас всё ещё есть матрица скрытых состояний для всех позиций.
Но для предсказания следующего токена важнее всего последняя позиция, потому что она соответствует самому правому краю уже набранного контекста.
Например, если контекст такой: «Научная статья была очень», то для выбора продолжения берут скрытый вектор последнего токена «очень».
Именно в нём после всех блоков собрана информация обо всём левом контексте, доступном этой позиции.
[bookmark: как_из_вектора_получается_токен]Как из вектора получается токен
Последний скрытый вектор проходит через выходное линейное преобразование, которое для каждого токена словаря выдаёт отдельную оценку.
Эти оценки обычно называют оценками до нормировки: чем число выше, тем более подходящим модель считает данный токен как продолжение.
Пример: для контекста «Кошка спит на» выходной слой может выдать высокие оценки для токенов «ковре», «диване», «подоконнике», а низкие — для токенов, плохо подходящих по контексту.
Но это ещё не вероятности, а только сравнительные «сырые» предпочтения модели.
Затем применяется softmax, и весь список оценок превращается в распределение вероятностей по словарю.
После этого сумма вероятностей всех токенов равна 1, и уже можно выбирать следующий токен.
[bookmark: как_выбирается_следующий_токен]Как выбирается следующий токен
Есть два основных режима.
В самом простом случае берут токен с максимальной вероятностью; в более гибком случае токен выбирают случайно, но с учётом распределения вероятностей и заданного параметра «температура».
Параметры вроде температуры и ограничений по верхним кандидатам делают ответ либо более предсказуемым, либо более разнообразным.
После выбора токен добавляется в конец последовательности, превращается в свой номер, снова получает векторное представление, и весь цикл повторяется для генерации следующего токена.
Повторим для закрепления. Полная цепочка:
Текст
→ разбиение на токены
→ числовые номера токенов
→ извлечение векторных представлений
→ добавление сведений о позиции
→ начальная матрица скрытых представлений
→ блок 1:
   запросы/ключи/значения
   → оценки внимания
   → маска будущих позиций
   → веса внимания
   → взвешенная сумма значений
   → объединение голов внимания
   → остаточная связь
   → нормализация
   → поэлементное нелинейное преобразование
   → остаточная связь
   → нормализация
→ блок 2
→ ...
→ последний блок
→ скрытое представление последней позиции
→ выходное линейное преобразование
→ оценки всех токенов словаря
→ мягкое максимизирующее преобразование
→ вероятности токенов
→ выбор одного токена
→ добавление его к контексту
→ повтор цикла

И ещё совсем короткая интуиция: на всём пути от текста до выхода сеть всё время носит с собой таблицу векторов по токенам, многократно её уточняет, а в самом конце использует последний вектор как основу для ответа на вопрос «какой токен наиболее уместен следующим».
[bookmark: что_лежит_в_памяти]Игрушечный пример
Итак, каждый трансформерный блок принимает матрицу размера  и возвращает матрицу того же размера, то есть число токенов в текущем фрагменте не меняется, а меняется только содержание векторов.

В реальной модели GPT-2 small словарь содержит 50 257 токенов, размер вектора токена равен 768, блоков 12, а внутри блока после внимания идёт поэлементный модуль, который расширяет размерность до 3072 и потом сжимает обратно до 768.
Если смотреть совсем буквально, то между этапами передаются такие объекты.
4. После разбиения текста: список токенов, например ["Кот", "спит"].
5. После нумерации: список целых чисел, например [11, 27].
6. После получения векторных представлений: матрица , где каждая строка — один токен.
7. После добавления позиции: всё ещё матрица , но теперь каждый вектор знает, на каком месте стоит токен.
8. После каждого блока: снова матрица , но с более «умными» скрытыми представлениями.
9. Перед выбором следующего токена: один последний вектор длины , затем вектор оценок длины во весь словарь, затем вектор вероятностей той же длины.
Возьмём короткий контекст из трёх токенов: «кот | спит | на».

Тогда после получения векторных представлений и добавления позиции на вход первого блока приходит матрица  размера .
Токены:          ["кот", "спит", "на"]
Номера:          [11, 27, 35]

Векторные представления токенов:
e1 = [1, 0, 1, 0]
e2 = [0, 1, 1, 0]
e3 = [1, 1, 0, 0]

Позиции:
p1 = [0, 0, 0, 1]
p2 = [0, 0, 1, 0]
p3 = [0, 1, 0, 0]

Итоговые входы блока:
x1 = e1 + p1 = [1, 0, 1, 1]
x2 = e2 + p2 = [0, 1, 2, 0]
x3 = e3 + p3 = [1, 2, 0, 0]

Матрица X:
[1, 0, 1, 1]
[0, 1, 2, 0]
[1, 2, 0, 0]

Именно такая матрица и передаётся в первый блок: по одной строке на токен, по одному столбцу на признак.
Дальше из этой матрицы строятся три новые матрицы — запросов, ключей и значений — при помощи обучаемых линейных преобразований.
[bookmark: один_шаг_внимания_руками]Один шаг внимания «руками»
По стандартной схеме каждый токен порождает свой вектор запроса, ключа и значения, затем запросы сравниваются с ключами, а полученные веса используются для смешивания значений.
Для простоты не будем вручную перемножать матрицы , , , а сразу возьмём уже получившиеся маленькие матрицы размера .
Запросы Q:
q1 = [1, 0]
q2 = [1, 1]
q3 = [0, 1]

Ключи K:
k1 = [1, 0]
k2 = [1, 1]
k3 = [0, 1]

Значения V:
v1 = [2, 0]
v2 = [0, 2]
v3 = [1, 1]

Теперь вручную посчитаем второй токен «спит».
Его запрос , а из-за причинной маски он может смотреть только на первый и второй токены, но не на третий, потому что будущие позиции для GPT закрыты.
Сырые оценки внимания для второго токена такие:


После деления на  получаем примерно  и .
После преобразования в веса получаем, например, приблизительно , то есть второй токен уделяет первому токену около 33% внимания, а самому себе около 67%.
Теперь смешиваем значения:
Выход внимания для второго токена
= 0.33 * v1 + 0.67 * v2
= 0.33 * [2, 0] + 0.67 * [0, 2]
= [0.66, 1.34]

Смысл здесь очень простой: обновлённое представление токена «спит» собирается как взвешенная смесь информации от доступных токенов слева и от него самого.
Если бы мы считали третий токен «на», он мог бы смотреть уже на все три позиции, потому что для него они все лежат слева или совпадают с ним самим.
[bookmark: что_происходит_после_внимания]Что происходит после внимания
В реальном блоке результат внимания не просто идёт дальше, а сначала складывается со старым входом через остаточную связь и нормализуется; затем каждый токен отдельно проходит через поэлементный нелинейный модуль; затем снова применяется остаточная связь и нормализация.
Это значит, что внутри одного блока есть две большие стадии: обмен информацией между токенами через внимание и углубление признаков каждого токена по отдельности через небольшой многослойный модуль.
После этого на выходе блока снова получается матрица скрытых состояний того же размера , и она передаётся в следующий блок.
Если продолжить наш игрушечный пример, можно мыслить так: после первого блока строка для токена «на» уже начинает содержать сведения о том, что слева были «кот» и «спит», а после нескольких блоков это представление становится достаточно богатым, чтобы по нему предсказать разумное продолжение вроде «ковре».
В реальных моделях таких блоков много; например, в GPT-2 small их 12, и каждый следующий блок получает уже переработанную матрицу от предыдущего.
[bookmark: как_рождается_выходной_токен]Как появляется выходной токен
После последнего блока берут скрытый вектор последней позиции, потому что именно он соответствует самому правому краю текущего контекста и собирает в себе сведения о всём доступном левом контексте.
Этот вектор проходит через выходной линейный слой и превращается в список оценок по всему словарю, а затем эти оценки переводятся в вероятности, сумма которых равна 1.
Это можно представить так:
Последний скрытый вектор:
h_last = [0.2, 1.1, -0.4, 0.7]


После выходного слоя получили оценки:
"ковре"      -> 3.2
"диване"     -> 2.8
"окне"       -> 1.4
"вчера"      -> -0.6
"профессор"  -> -1.1

После преобразования в вероятности:
"ковре"      -> 0.50
"диване"     -> 0.34
"окне"       -> 0.13
"вчера"      -> 0.02
"профессор"  -> 0.01

Дальше модель либо берёт самый вероятный токен, либо выбирает один из верхних кандидатов  с учётом их вероятностей; после выбора новый токен добавляется справа, снова превращается в номер и вектор, и весь цикл повторяется.
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